1 Kovariacijos apibrėžimas ir savybės

Dydžių X ir Y nuokrypių nuo vidurkių sandaugos vidurkių sandaugos vidurkį vadiname kovariacija ir žymime 
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2 Koreliacijos koeficiento apibrėžimas ir savybės

Atsitiktinių dydžių X ir Y koreliacijos koeficientu ( vadiname kovariacijos ir standartų sandaugos santykį 
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 kai a>0 ir c>0; 2) Jei X ir Y yra nepriklausomi dydžiai, tai 
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3 Sąlyginiai vidurkiai: apib. disk ir tolydž atveju

Diskrečiojo a. d. X sąlyginiu vidurkiu, kai Y=yj, vadiname dydį 
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. Kai (X, Y) yra tolydusis vektorius su dvimač tankiu p(x, y) bei sąlyginiais tankiais 
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Tada sąlyginiai vidurkiai apibrėžiami: 
[image: image13.wmf]M

X

Y

y

xp

x

y

dx

(

)

(

)

=

=

-¥

¥

ò

1

,
[image: image14.wmf]M

Y

X

x

yp

y

x

dy

(

)

(

)

=

=

-¥

¥

ò

2


4 Regresijos lygtis (apibr. 1, 2 teoremos)

Funkciją g(x) vadiname a. d. Y regresija X atžvilgiu, o funkciją ((y) – dydžio X regresija Y atžvilgiu. 
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2teorema Vidutinio kvadratinio kriterijaus požiūriu optimali tiesė aproksimacija yra funkcija 
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5 Binominio skirstinio apibrėžimas ir savybės

Atsitiktinio dydžio X skirstinį vadiname binominiu, jei 
[image: image18.wmf].
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 Savybės. 1) Tikimybės P(X=0), P(X=1),.., P(X=n)  tikrai apibrėžia sritį, nes 
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2) Tikimybių pasiskirstymo funkcija 
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 kai x>0. 3) Vidurkis, dispersija ir asimetrija yra: 
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4)Generuojančioji ir charakteristinė funkcija: 
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6 Puasono skirstinio apibrėžimas ir savybės

Atsitiktinio dydžio X skirstinį vadiname Puasono skirstiniu, jei 
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 1) Tikimybės 
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apibrėžia sritį, nes 
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.2) Pasiskirstymo funkcija 
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, kai x>0. 3) Vidurkis, dispersija ir asimetrijayra: 
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. 4) Generuojančioji ir charakteristinė funkcija: 
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7 Paprasčiausias srautas (apibr. ir teorema)

Papraščiausias srautas tenkina šias sąlygas: bet kurio įvykių skaičiaus patrkimo į intervalą tikimybė priklauso tik nuo intervalo ilgio, kitaip tariant, srauto įvykiai išsidėstę “homogeniškai” vienodu vidutiniu tankiu; Tikimybė Pk((t), kad k įvykių įvyks nykstamojo ilgio (t intervale [t, t+(t], tenkina sąlygas 
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. Teorema. Jei srautas yra papraščiausias, tai tikimybė, kad laikotarpiu [0, t] įvyks k srauto įvykių, 
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8 Geometrinio skirstinio apibr ir savybės

Atsitiktinio dydžio X skirstinį vadin geometriniu, jei 
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. 2) Vidurkis ir dispersija yra: 
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9 Hipergeometrinis skirstinio apibrėžimas.

Atsitiktinio dydžio X skirstinį vadiname hipergeometriniu, jei 
[image: image34.wmf],...
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10 Normaliojo skirstinio apibr ir savybės

Atsitiktinio dydžio X skirstinį vadiname normaliuoju skirstiniu, jei tankis 
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. Savybės. 1) Funkcija ( tikrai apibrėžia sritį, nes, pritaikę keitinį 
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2) Pasiskirstymo funkcija; 
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, 3) Vidurkis, dispersija, asimetrija ir ekscesas yra: 
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11 Sigmų taisyklė

Atskirais atvejais gauname vienos, dviejų ir trijų sigmų taisykles:
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12 Gama skirstinio apibrėž ir savybės

Atsit. d. X skirstinį vadiname gama skirstiniu, kai jo tankis 
[image: image41.wmf]ï
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kai x>0. Savybės. 1) Funkcija 
[image: image42.wmf]p

x

(

,

,

)

a

l

 tikrai apibrėžia tankį, nes 
[image: image43.wmf]p

x

dx

(

,

,

)

a

l

-¥

¥

ò

=

1

,

2) Pasiskirstymo funkcija 
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3) Charakteristinė funkcija 
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, 4) Vidurkis ir dispersija yra: 
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13 Eksponentinio skirstinio apibr ir savybės

Kai parametras (=1, gauname eksponentinį skirstinį. Jo tankis 
[image: image47.wmf])
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14 Tolygiojo skirstinio apibrėž ir savybės

Atsit. d. X skirstinį vadiname tolygiuoju intervale (a, b), jei tankis 
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 Savybės. 1) Pasikirstymo funkcija 
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2) Vidurkis ir dispersija yra 
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3) Charakteristinė funkcija 
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15 Didžiųjų skaičių dėsnis (apibr., 1, 2 teoremos)

Sakome, kad atsitiktinių dydžių sekai galioja didžiųjų skaičių dėsnis, jei su kiekvienu (>0 
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. 1Teorema. Jei nepriklausomų atsitiktinių dydžių {Xk, k>=1} dispersijos yra tolygiai aprėžtos, tai galioja didžiųjų sk. Dėsnis. 2teorema. Jei nepriklausomieji a. d. yra pasiskirstę vienodai ir turi baigtinius vidurkius 
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16 Bernulio teorema

Su kiekvienu (>0     
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, čia kn – įvykio A pasirodymų, atlikus n Bernulio eksperimentų, skaičius, p – įvykio A tikimybė kiekviename eksperimente.

17 Centrinė ribinė teorema (apibr., 1, 2 teoremos)

Sakome, kad atsitiktinių dydžių sekai galioja crt, jei sumuotų ir normuotų sumų 
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skirstinių seka, kai 
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Teorama. Jei 0<p<1, tai 
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18 Monte karlo metodas

Norėdami apskaičiuoti  dydžio a reikšmę, iš pradžių parenkame atsitiktinį dydį X ir tokią funkciją f, su kuria Y=f(x) vidurkis būtų lygus ieškomajam a, t. y. 
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Paskui generuojame dydžio X n reikšmių X1, X2,…, Xn ir skaičiuojame empirinį vidurkį 
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1 Suderintieji įverčiai

Įverčiu seką 
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vadiname suderintąją, jeigu su kiekvienu (>0 
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2 Nepaslinktieji įverčiai
Įvertį 
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 vadiname sistemine paklaida. Šis kriterijus yra sisteminių paklaidų nebuvimo garantas. 

3 Momento metodas

Sakykime, kad pasiskirstymo funkcija 
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 priklauso nuo s parametrų. Imame s pirmųjų pradinių momentų 
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 ir prilyginame juos atitinkamiems empiriniams momentams 
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. Gauname lygčių sistemą, turinčią s nežinomųjų: 
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sprendinys 
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4 Didžiausio tikėtinumo metodas

Tarkime, kad tolydžiojo a. d. tankis 
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 priklauso nuo s nežinomųjų parametrų 
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 vadiname didžiausio tikėtinumo funkcija. Konkrečios imties (x1, x2,…, xn) atveju ji tik parametrų 
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 didžiausio tikėtinumo įverčiu vadiname vektorių statistiką 
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, su kuria didžiausio tikėtinumo funkcija yra didžiausia 
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5 Pasikliautinojo intervalo sąvoka

Intervalą Ip, kuriam su didele tikimybe p=1-( priklauso nežinomas parametras (, vadiname pasikliautinuoju intervalu.

6 Pasikliautinojo intervalo konstravimo algoritmas

Iš generalinės aibės,kurią apibrėžia pasiskirstymo funkcija F(x,(), sudarome atsitiktinę imtį (X1, X2, ..., Xn). Randame taškinį parametro ( įvertį 
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išsprendę ( atžvilgiu, gauname pasikliautinąjį intervalą I.

7 Tikimybės pasikliautinasis intervalas

Tikimybės p pasikliautinasis intervalas I=(p1, p2). Kai n didelis, atėmę aukštesniųjų eilių nykstamuosius narius, gauname tokius pasikliautinuosius rėžius 
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8 Statistinės hipotezės

Statistine hipoteze vadiname bet kurią prielaidą apie nežinomą generalinės aibės (atsitiktinio dydžio) tikimybių skirstinį. Skirstinių klasė dažnai yra žinoma (normalioji, eksponentinė, Puasono ir t. t.), tačiau priklauso nuo vieno ar kelių nežinomų parametrų. Pavyzdžiui, žinome, kad elemento ilgaamžiškumas X ~ E((), tačiau parametras ( nežinomas. Prielaidą apie tikimybių skirstinio parametrų reikšmes vadiname parametrine hipoteze. Parametrinės hipotezės gali būti tokie teiginiai: vidutinis srauto intensyvumas lygus (; vidutinis elemento ilgaamžiškumas lygus m; pirmosios staklės stabilesnės už antrąsias (prielaida apie dispersijas 
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